Sind Immobilienbewertungen mit
Algorithmen nachvollziehbar und
transparent....??
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Digital Real Estate — Machine Learning

Wenn Algorithmen bewerten

Machine Learning
gewinnt stark an
Bedeutung

Uniiberwachtes und
Uberwachtes Machine
Learning

Machine Learning
gibt es schon
seit Jahrzehnten

Wohneigentum wird in der Schweiz schon seit mehr als 20 Jahren mit Algorithmen
bewertet. Moderne Machine-Learning-Methoden kénnen die Schatzgenauigkeit
nochmals leicht verbessern. Dies geht jedoch auf Kosten der Transparenz und
Stabilitat.

Machine Learning, also das maschinelle Lernen, hat im letzten Jahrzehnt in vielen Bereichen un-
seres Lebens stark an Bedeutung gewonnen. Wichtiger Treiber hierfir war die stark gestiegene
Rechenleistung modemer Computer. Heute schlagen Computer die weltbesten menschlichen
Spieler bei Brettspielen wie Schach und Go, Gesichter in den sozialen Netzwerken werden prob-
lemlos identifiziert, und Algorithmen helfen in der Medizin, Tumore besser zu erkennen als Arzte.
Seit 2014 hat der Begriff Machine Learning (ML) stark an Bekanntheit gewonnen: Er wird heute
in der Internetsuche mehr als doppelt so haufig verwendet wie der breit gefasste Begriff der Da-
tenanalyse (Abb. 41).

Doch was ist Machine Learning? Machine Learning ist ein Teilbereich der kinstlichen Intelligenz,
der darauf abzielt, anhand von selbsterkannten Mustern in Daten mit einem Algorithmus Erkennt-
nisse abzuleiten. Es werden hierflr (zumeist) grosse Datenmengen analysiert, um etwa Prognose-,
Clustering- und Klassifikationsaufgaben zu I6sen. Dabei lermnt der Algorithmus auf Basis der beste-
henden Daten und kann dadurch seine Genauigkeit verbessern.'? Formal wird eine Verlustfunktion
minimiert, z.B. die Gesamtdifferenz zwischen Preisprognose und tatsachlichem Preis. Es kann
zwischen Uberwachten und untberwachten Methoden unterschieden werden. Im uniiberwachten
Lernen finden Algorithmen Muster in Daten, ohne dass eine Output-Variable vorgegeben wird. Im
Gegensatz dazu werden im Uberwachten Lernen Input- und Output-Variablen definiert. Der Algo-
rithmus versucht bei diesem Ansatz, den Output anhand der Input-Variablen bestméglich herzulei-
ten.

Trotz eines Popularitdtsschubs in jingster Zeit sind viele ML-Methoden alles andere als neu. Ei-
nige der in diesem Feld etablierten Ansatze sind schon mehrere Jahrzehnte alt, sie konnten aber
in der Praxis wegen der fehlenden Rechenleistung wahrend langer Zeit kaum oder nur sehr einge-
schrénkt genutzt werden. Im letzten Jahrzehnt ermdglichten jedoch verbesserte und insbesondere
spezifisch auf Machine Learning optimierte Hardware-Losungen in dieser Hinsicht grosse Fort-
schritte.

Abb. 41: Machine Learning hat stark an Popularitat gewonnen Abb. 42: Visualisierung eines hedonischen Preismodells
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12 Es gibt eine Vielzahl von Definitionen von Machine Learning. In Bezug auf 6konomische Fragestellungen siehe beispielsweise: Athey, S.
(2019): The Impact of Machine Learning on Economics. In: Agrawal, Gans & Goldfarb (eds.) The Economics of Artifical Intelligence: An
Agenda. University of Chicago Press.
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Andere ML-Methoden werden indessen schon seit Jahrzehnten erfolgreich in der Praxis einge-
setzt, sind sie doch beispielsweise in der Immobilienbewertung seit Langem etabliert. Hedonische
Preismodelle zahlen als multivariate Regressionsmodelle ebenfalls zum Bereich der Uberwachten
ML-Methoden. Ein hedonisches Immobilienpreismodell erklart den Preis einer Immobilie anhand
der Objektcharakteristiken sowie der Mikro- und Makrolage. Dabei optimiert der Algorithmus die
Modellierung so, dass der Schatzfehler méglichst gering ausféllt. Im Gegensatz zu vielen anderen
ML-Methoden wird dem Algorithmus bei hedonischen Modellen in der Praxis jedoch héufig nicht
blind vertraut. Um die Modelle fir die praktische Anwendung zu optimieren, fliessen theoretische
Erkenntnisse zum Zusammenspiel der einzelnen Immobilienmarktindikatoren sowie Expertenwis-
sen direkt in die Modellierung mit ein (Abb. 42).

Bei der praktischen Anwendung hedonischer Modelle zur Immobilienbewertung spielte die Schweiz
eine Vorreiterrolle. Das 1994 gegriindete Unternehmen 1AZ] entwickelte Mitte der 1990er-Jahre
zusammen mit sechs Banken, darunter auch die Credit Suisse, das erste hedonische Modell fiir
eine Bewertung von Wohneigentum, das in grossem Stil eingesetzt wurde. Ausléser hierfir war
die Immobilienkrise in den 1990er-Jahren, die aufzeigte, wie wichtig systematisch aufbereitete
Daten zum Immobilienmarkt sind. Damals stand ein Grossteil der Daten noch nicht maschinenles-
bar zur Verfiigung und musste zuerst in der gewlinschten Form aufbereitet werden. Nach rund
anderthalb Jahren Entwicklungszeit konnte das Modell ab 1996 von den Banken in der Praxis ge-
nutzt werden.

Damit ibernahmen ab 1996 immer haufiger Computer anstelle von Menschen die Bewertung von
Wohneigentum in der Schweiz. Es erstaunt kaum, dass dies bei vielen etablierten Immobilien-
schatzermn und Verbanden anfangs auf Ablehnung stiess. Mittlerweile haben sich die hedonischen
Modelle bei der Bewertung von Wohneigentum jedoch als Standard durchgesetzt, sodass auch bei
kleineren Renditeliegenschaften vermehrt auf die computergestitzte Schatzmethode zuriickgegrif-
fen wird. Dabei wurden die Modelle seit ihrer Einflhrung kontinuierlich verbessert, und eine wach-
sende Anzahl von Anbietern stellt solche bereit. Dank dieser Entwicklung stehen heute quartals-
weise publizierte Preisindizes auf regionaler und nationaler Ebene zur Verfligung. Dies hat die
Transparenz auf dem Schweizer Immobilienmarkt splrbar verbessert.

Der Erfolg der hedonischen Modelle und die bessere Verfligbarkeit von Immobiliendaten haben
der Immobilienmarktforschung in der Schweiz weiteren Aufschwung gegeben. Das Forschungsin-
teresse verlagert sich jedoch hin zu neuen ML-Algorithmen. Die Autoren Mayer et al.'® haben bei-
spielsweise die ML-Methoden Random Forest und Gradient Boosting sowie neuronale Netzwerke
mit traditionellen Regressionsmodellen verglichen. Hierzu verwendeten sie einen Datensatz zu Ein-
familienhdusem in der Schweiz. Derweil basierten Walthert und Sigrist'* ihre Gegentiberstellung
von Deep-Learning- und Gradient-Boosting-Modellen einerseits und herkémmlichen Regressions-
modellen andererseits auf Daten zu Eigentumswohnungen in der Schweiz.

Die ML-Methoden Random Forest und Gradient Boosting stltzen sich auf Entscheidungsbéume.
Bei beiden Ansatzen wird jeweils eine erklarende Variable verwendet, um den Datensatz in zwei
Gruppen zu klassifizieren. Diese Variable und der Grenzwert fir die Klassifizierung werden vom Al-
gorithmus so gewahlt, dass sich die betrachteten Immobilien in Bezug auf ihren Preis mdglichst
optimal klassifizieren lassen. Dieser Vorgang wird mehrmals wiederholt.

Abbildung 43 stellt einen Entscheidungsbaum mit einer Tiefe von zwei Vergabelungen dar. In die-
sem einfachen Beispiel werden Einfamilienh&user in einem ersten Schritt anhand des Kriteriums
«Wohnflache < 220 m?» klassifiziert. In der zweiten Ebene wahlt der Algorithmus die Kriterien
«Fahrzeit in die nachste Stadt > 30 min» sowie «Wohnflache < 382 m2». Die oval umkreisten Zah-
len entsprechen dem Durchschnittspreis aller Beobachtungen im jeweiligen Knoten. Zur Visuali-
sierung der Funktionsweise nehmen wir ein Einfamilienhaus mit einer Wohnflache von 155 m?,
das in Regensdorf bei Ziirich steht. Tatsachlich wirde dieses Objekt CHF 1.7 Mio. kosten. Ge-
mass Entscheidungsbaum in Abbildung 43 nimmt das Objekt den griin eingezeichneten Weg. Un-
ser einfaches Entscheidungsbaummodell mit zwei Ebenen wiirde dem betrachteten Objekt einen
Wert von CHF 1.2 Mio. zuschreiben. Die schlechte Prognosequalitdt im Beispiel ist auf den sehr
einfachen und kurzen Entscheidungsbaum zurlickzufihren.

Je komplexer und umfangreicher der Baum ist, desto genauer wird die Prognose aller Objekte im
Trainingsdatensatz. Im Extremfall kann das Modell so umfangreich sein, dass jedem Endpunkt nur
noch ein Immobilienpreis zugeordnet wird. Damit I&sst sich im Trainingsdatensatz zwar jeder Preis

'3 Mayer, M.; Bourassa, S.C.; Hoesli, M. & Scognamiglio, D. (2018): Estimation and Updating Methods for Hedonic Valuation. Swiss
Finance Insitute Research Paper Series, Nr. 18-76, Swiss Finance Insitute, Zrich.
'* Walthert, L. und Sigrist, F. (2019): Deep learning for real estate price prediction.
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exakt prognostizieren, was aber wenig zielfiihrend ist. Entscheidend fiir die Qualitat des Algorith-
mus ist, wie gut dieser den Preis eines ihm nicht bekannten Objekts prognostizieren kann. Aus
diesem Grund muss die Qualitdt anhand eines Validierungs-Datensatzes tberpriift werden. Um
einer Ubersperzifizierung des Modells vorzubeugen, kann beispielsweise jedem Endpunkt des Ent-
scheidungsbaums eine Mindestanzahl an Beobachtungen zugeordnet werden.

Ein einzelner Entscheidungsbaum generiert in der Regel keine besseren Vorhersagen als ein her-
kdmmliches Regressionsmodell, eine Kombination vieler Entscheidungsbaume liefert indes oftmals
erstaunlich prazise Ergebnisse. Das Random-Forest-Verfahren verwendet viele komplexe Ent-
scheidungsbaume, die in ihrer Modellierung voneinander abweichen. Hierbei wird fir jede Verga-
belung nur auf eine zuféllig gezogene Teilmenge aller erklarenden Variablen als mégliche Klassifi-
zierungskriterien zurlickgegriffen. Zudem wird nur ein Teil des Trainingsdatensatzes fiir jeden
Baum herangezogen. Mayer et al. haben in ihrem Random-Forest Modell 500 Entscheidungs-
baume verwendet.

Auch der Gradient-Boosting-Algorithmus basiert auf vielen Entscheidungsbaumen. Diese werden
jedoch anders hergeleitet. Fir den ersten Entscheidungsbaum werden alle Beobachtungen mit
gleichem Gewicht beriicksichtigt. Der Schatzfehler jeder Beobachtung fliesst im zweiten Baum in
das Gewicht der Beobachtungen ein. Dabei werden Beobachtungen, die im vorherigen Baum
schlecht prognostiziert wurden, héher gewichtet. So wird der Fehler schrittweise reduziert. Dieser
Prozess wird so lange wiederholt, bis das Modell nicht mehr verbessert werden kann. Mayer et al.
haben ihren Algorithmus 1400 Runden laufen lassen und diesen auf eine maximale Baumtiefe von
127 Blattern beschrénkt. Gradient-Boosting-Modelle erzielen gegenwértig bei tabellarischen Da-
ten die hochste Genauigkeit und generieren daher zumeist bessere Resultate als Random-Forest-
Modelle.

Neben Entscheidungsbaumen gibt es weitere Moglichkeiten, Immobilienpreise mittels ML-Metho-
den zu modellieren. Haufig werden kinstliche neuronale Netzwerke verwendet, die sich an die
Funktionsweise unseres Nervensystems und seiner Vielzahl neuronaler Verbindungen anlehnen.
Abbildung 44 zeigt schematisch, wie ein solches Netzwerk aussehen kann. Entscheidend sind die
sogenannten Hidden Layers, die eine komplexe Kombination und Interaktion der einzelnen erkla-
renden Variablen erlauben. Der Algorithmus weist jeder Verbindung eine Gewichtung zu. Die in
einem Knoten ankommenden Signale werden mit ihrer Gewichtung aufsummiert und einer Aktivie-
rungsfunktion Gbergeben. Wird ein Schwellenwert Uberschritten, wird das Signal im Netzwerk wei-
tergegeben. Der Algorithmus priift das erhaltene Ergebnis und lemnt aus seinen Fehlern, indem er
die Gewichte iterativ so anpasst, dass er méglichst exakte Resultate generiert. Ein Spezialfall neu-
ronaler Netzwerke sind Deep-Learning-Netzwerke, die Uber mehrere Hidden Layers verfligen.

Abb. 43 Visualisierung eines einfachen Entscheidungsbaums Abb. 44: Visualisierung eines neuronalen Netzwerks
Schematische Darstellung am Beispiel von Einfamilienhdusern Schematische Darstellung
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Die genannten Arbeiten zeigen, dass sich Immobilienbewertungen mit modernen ML-Methoden
wie Gradient Boosting oder kiinstlichen neuronalen Netzwerken nochmals leicht verbessern lassen
(Abb. 45). Diese Verbesserung kommt jedoch nicht ohne Kosten. Ein grosser Vorteil konventio-
neller hedonischer Modelle ist ihre Interpretierbarkeit, d.h. der Effekt einer erklarenden Variablen
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auf den Immobilienpreis lasst sich bei ihnen leicht beschreiben. Dies ist bei modernen ML-Verfah-
ren nicht der Fall. In den letzten Jahren wurden zwar Methoden entwickelt, um Aussagen uber die
Wichtigkeit der Input-Variablen machen zu kénnen, gut interpretierbare Effekte lassen sich aber
weiterhin nur schwer ablesen. Damit bleiben ML-Modelle zu einem gewissen Grad eine Black
Box, was beispielsweise im Austausch mit Kunden oder Aufsichtsbehdrden alles andere als hilf-
reich ist.

Die Autoren Mayer et al. gehen zudem auf einen weiteren Nachteil von modernen ML-Verfahren
ein. Im Rahmen ihrer Arbeit haben sie die verschiedenen Modelle Uber die Zeit getestet. Hierbei
zeigte sich, dass moderne ML-Verfahren bei einer Anwendung tber mehrere Quartale hinweg
eine héhere Volatilitat aufweisen als klassische hedonische Regressionsmodelle. Dies hat zur
Folge, dass der Wert einer einzelnen Immobilie mit diesen Modellen von Quartal zu Quartal deut-
lich starker schwankt (Abb. 46). Mayer et al. kommen zum Schluss, dass Mixed-Effect-Modelle
den besten Kompromiss zwischen Genauigkeit, Volatilitat und Interpretierbarkeit bieten. Mixed-
Effect-Modelle sind mit den klassischen Regressionsmodellen verwandt. Durch das Hinzufligen
von Zufallseffekten kdnnen sie die verschiedenen rdumlichen Dimensionen im Modell auf geeig-
nete Weise erfassen. Sie sind dadurch in der Lage, den Schatzfehler bei der Modellierung der La-
geparameter zu reduzieren.

Moderne ML-Methoden weisen zudem die gleichen Schwéchen auf wie klassische hedonische
Modelle. Sie kdnnen vor allem Objekte mit Eigenschaften gut schétzen, die sie aus der Modellie-
rungsphase kennen. Bei Unbekanntem stolpern Algorithmen immer noch. Luxusobjekte, Liebha-
berobjekte oder Objekte aus Gemeinden ohne Daten im Trainingsdatensatz sind daher unabhén-
gig vom gewahlten Algorithmus schwieriger zu schatzen. Neuronal Netze, Random Forest und
Gradient Boosting versagen zudem bei Extrapolationen komplett, wohingegen Regressions- und
Mixed-Effect-Modelle solche Falle problemlos rechnen kdnnen. ML-Techniken scheitern beispiels-
weise dann, wenn ein Haus mit 5000 m3 bewertet werden soll, der Trainingsdatensatz jedoch nur
Hauser mit bis zu 4999 m3 umfasst.

Darlber hinaus ist auch die Qualitat der Daten entscheidend. Das Paradebeispiel hierfir sind die
Immobilienpreise. Transaktionsdaten sind in der Schweiz nicht éffentlich und lassen sich daher nur
aufwandig beschaffen. Die inserierten Preise, die im Internet verfugbar sind, eignen sich kaum als
Alternative. Dies zeigt die aktuelle Entwicklung bei Wohneigentum: Immer mehr Objekte werden
aufgrund der Knappheit an Wohneigentum teurer verkauft als inseriert oder sogar an den Hochst-
bietenden versteigert.

Abb. 45: Moderne ML-Methoden sind genauer
Verteilung der absoluten Prognosefehler, in %

Abb. 46: Traditionelle Modelle mit weniger Volatilitat
Entwicklung des Preises eines Beispielobjekts bei Bewertungen tber die Zeit
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Samtliche Modelle unterliegen zudem einer zeitlichen Verzégerung. Die fur die Modellierung ge-

nutzten Transaktionsdaten stammen namlich bestenfalls aus dem Vorquartal — unabh&ngig vom

verwendeten Algorithmus. Aktuelle Preisverdnderungen im Markt kann daher keines der Modelle
abbilden. Aufgrund der geringen Zahl von Transaktionen ist der Wechsel von Quartals- auf Mo-

natsauswertungen zudem aus Qualitatsgrinden kaum eine Option. Folglich werden auch in Zu-

kunft zeitliche Verzégerungen zwischen Modell und Markt bestehen bleiben.

36 Schweizer Immobilienmarkt 2022 | Mérz 2022



Weiteres Optimie-
rungspotenzial beim
Eingabeprozess

Fazit: Machine
Learning ist interes-
sant, aber kein
Allheilmittel

Unabhéngig vom gewahlten Algorithmus gibt es vor allem bei der Datenerfassung noch Optimie-
rungspotenzial. Damit kénnte der Bewertungsprozess nochmals beschleunigt und starker automa-
tisiert werden. Heute muss der Algorithmus vielfach immer noch «on Hand» geflittert werden. Die
Mikrolage beispielsweise wird zwar in den meisten Modellen auf Grundlage der eingegebenen Ad-
resse automatisch ermittelt, der Ausbaustandard und der Geb&audezustand missen aber durch ei-
nen Menschen beurteilt werden. Hier besteht Potenzial, die Dateneingabe mittels Machine Learn-
ing vermehrt zu automatisieren. Dementsprechend haben etwa die Bildklassifikation und die Ob-
jekterkennung mittels ML-Algorithmen in den letzten Jahren bereits starke Fortschritte gemacht.

Zusammenfassend lasst sich feststellen, dass moderne Machine-Learning-Methoden die Progno-
sequalitdt von Immobilienbewertungen nochmals etwas verbessern kénnen. Dies erfolgt jedoch
auf Kosten einer sinkenden Transparenz und héheren Volatilitat Gber die Zeit. Somit durften mo-
derne ML-Methoden etwa in der Immobilienfinanzierung der Banken zumindest vorerst nur zurlick-
haltend eingesetzt werden. Als Turoffner kdnnten diesbezliglich hybride Ansatze dienen, die her-
kémmliche hedonische Modelle mit modernen ML-Methoden verbinden. Mayer et al.'® haben vor
Kurzem einen solchen Ansatz vorgestellt, in welchem Mikro- und Makrolage mittels ML-Methoden
bestimmt werden, wahrend der Ubrige Teil der Modellierung mittels robuster Regression erfolgt.
Damit kénnen die Vorteile beider Methoden verknlpft werden, und die Charakteristiken des Ob-
jekts bleiben direkt interpretierbar.

5 Mayer, M.; Bourassa, S.C.; Hoesli, M. & Scognamiglio, D. (2021) Structured Additive Regression and Tree Boosting. Swiss Finance
Institute Research Paper Series, Nr. 21-83, Swiss Finance Insitute, Zirich.
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